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Abstract  

The increasing demand for credit applications to banks has motivated the banking world to switch to more sophisticated 

techniques for analyzing the level of credit risk. One technique for analyzing the level of credit risk is the data mining approach. 

Data mining provides a technique for finding meaningful information from large amounts of data by way of classification. 

However, bank marketing data is a type of imbalance data so that if the classification is done the results are less than optimal. 

The classification algorithm that can be used for imbalance data types can use naïve Bayes. Naïve Bayes performs well in 

terms of classification. However, optimization is needed in order to obtain more optimal classification results. Optimization 

techniques in handling imbalance data have been developed with several approaches. Bagging and Genetic Algorithms can be 

used to overcome imbalance data. This study aims to compare the accuracy level of the naïve Bayes algorithm after 

optimization using the bagging and genetic algorithm. The results showed that the combination of bagging and a genetic 

algorithm could improve the performance of Naive Bayes by 4.57%. 

Keywords: Classification, Bank Marketing, Naïve Bayes, Bagging, Genetic Algotithm 

Abstrak 

Peningkatan permintaan pengajuan kredit pada perbankan telah memotifasi dunia perbankan untuk beralih pada teknik yang 

lebih canggih untuk menganalisa tingkat resiko kredit. Salah satu teknik untuk menganalisa tingkat resiko kredit adalah dengan 

pendekatan data mining. Data mining menyediakan teknik untuk menemukan informasi yang bermakna dari sejumlah data 

besar dengan cara klasifikasi. Data bank marketing termasuk jenis data imbalance sehingga apabila dilakukan klasifikasi 

hasilnya kurang optimal. Algoritma klasifikasi yang dapat digunakan untuk jenis data imbalance dapat menggunakan naïve 

bayes. Naïve bayes memiliki kinerja baik dalam hal klasifikasi, namun demikian diperlukan optimasi agar mendapatkan hasil 

klasifikasi yang lebih optimal. Teknik optimasi dalam menangani data imbalance telah banyak dikembangkan dengan beberapa 

pendekatan. Bagging dan Genetic Algorithm dapat digunakan dalam mengatasi data imbalance. Penelitian ini bertujuan untuk 

membandingkan tingkat akurasi algoritma naïve bayes setelah dilakukan optimasi dengan menggunakan bagging dan genetic 

algorithm. Hasil penelitan menunjukkan bahwa kombinasi bagging dengan genetic algorithm dapat meningkatkan performa 

naive bayes sebesar 4,57%.    

Kata kunci: Klasifikasi, Bank Marketing, Naïve Bayes, Bagging, Genetic Algotithm. 

1. Pendahuluan  

Pertumbuhan bisnis mendorong banyaknya peluang 

kredit pada perbankan untuk meningkatkan modal 

usaha. Kredit merupakan perjanjian pinjam meminjam 

uang antara bank sebagai penyedia dana dengan pihak 

nasabah sebagai penerima dana[1]. Pemberian kredit 

kepada nasabah umumnya dipengaruhi oleh beberapa 

faktor seperti kepercayaan, jangka waktu, tingkat resiko 

dan objek kredit[2]. Bank marketing perlu menganalisa 

terkait hal tersebut untuk menjaga nasabahnya agar tidak 

terjadi kredit bermasalah karena kredit bermasalah 

merupakan risiko yang sering terjadi pada setiap 

pemberian kredit[3].  

Tingkat resiko kredit dapat dikurangi dengan melakukan 

analisa terhadap data nasabah dengan pendekatan data 

mining[4]. Penelitian terkait evaluasi resiko kredit telah 

banyak dilakukan, hal ini merupakan masalah yang 

menarik dalam analisa keuangan[5]. Teknik data mining 

mampu mengidentifikasi korelasi, pola dan penemuan 

pengetahuan dari dataset. Data mining juga telah 
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berhasil diterapkan di berbagai domain seperti ritel, 

bisnis, pemasran, kesehatan dan lain sebagainya[6].  

Teknik data mining secara umum terdiri dari dua 

kategori, yaitu bersifat prediktif dan deskriptif. Kedua 

metode tersebut digunakan untuk mengekstrak pola 

yang tersembunyi dari sejumlah data besar[7]. Salah satu 

Teknik data mining adalah klasifikasi. Klasifikasi adalah 

suatu bentuk analisis data yang mengekstrak model yang 

mendeskripsikan kelas data[8][7]. Klasifikasi dapat 

digunakan untuk menganalisa tingkat resiko pinjaman 

pada bank[8].  

Algoritma klasifikasi melakukan prediksi label kelas 

kategorikal dari sebuah data, sehingga dapat 

mengklasifikasikannya kedalam salah satu kelas yang 

ditentukan. Dataset Bank Marketing termasuk jenis data 

imbalance class[9], sehingga diperlukan pemilihan 

algoritma yang tepat dalam mengklasifikasikan data 

tersebut[10]. Masalah ketidakseimbangan kelas terjadi 

ketika salah satu kelas dari dataset memiliki sample yang 

sangat sedikit dibandingkan dengan kelas lainnya 

sehingga hasil prediksinya akan bias terhadap kelas 

mayoritas. Sampel minirotas adalah yang jarang muncul 

tetapi sangat penting dalam klasifikasi [11].  

Berbagai jenis algoritma klasifikasi telah diterapkan 

untuk imbalance class dataset, termasuk naïve bayes. 

Naïve bayes memiliki kinerja yang baik dan 

menghasilkan probabilitas rata-rata 71 persen dengan 

waktu proses yang lebih cepat dibanding algoritma 

pembelajaran mesin lain serta memiliki reputasi pada 

keakuratan prediksi[12]. Namun demikian dalam 

mengatasi ketidakseimbangan kelas, algoritma naïve 

bayes perlu dilakukan optimasi untuk mendapatkan nilai 

akurasi yang lebih baik[13][14]. 

Banyak teknik optimasi yang telah dikembangkan untuk 

mengatasi masalah ketidakseimbangan kelas yang 

dikelompokkan menjadi tiga jenis pendekatan, yaitu 

pendekatan level data, pendekatan level algoritma, dan 

pendekatan hybrid[15] dengan teknik ensemble[16][17].  

Salah satu metode ensemble yang telah banyak 

digunakan adalah bagging[16]. Bagging atau Bootstrap 

Aggregation merupakan metode ensemble yang dapat 

meningkatkan klasifikasi dengan melakukan kombinasi 

klasifikasi secara acak pada dataset training yang dapat 

mengurangi variasi dan menghindari terjadinya 

overfitting[18].  

Selain bagging, dalam mengatasi ketidakseimbangan 

kelas dapat juga dilakukan dengan genetic 

algorithm[19][20]. Penggunaan genetic algorithm 

sebagai pemilihan fitur pada optimasi klasifikasi naïve 

bayes telah menujukkan peningkatan akurasi[14].  

Berdasarkan uraian sebelumnya penelitian ini bertujuan 

untuk mengetahui tingkat akurasi algoritma Naïve Bayes 

untuk klasifikasi data bank marketing setelah dilakukan 

optimasi menggunakan Bagging dan Genetic Algorithm 

dalam mengatasi permasalahan ketidakseimbangan 

kelas. 

2. Metode Penelitian 

2.1 Dataset 

Data yang digunakan dalam penelitian ini adalah data 

public yang diambil dari UCI Repository tentang data 

bank marketing[21]. Dataset dapat diunduh dari laman 

https://archive.ics.uci.edu/ml/datasets/Bank+Marketing

. Jumlah data sebanyak 45.211 record dengan 16 atribut 

dan satu kelas label y.  Data tersebut berkaitan dengan 

kampanye pemasaran langsung dari lembaga perbankan 

di Postugis berdasarkan panggilan telepon terkait 

produk deposito bank[9]. Tujuan dari klasifikasi adalah 

untuk meprediksi apakah klien akan berlangganan 

deposito berjangka (variable y). Jumlah kelas data 

minoritas adalah 5289 (yes) dan jumlah kelas mayoritas 

adalah 39922 (no). Spesifikasi data dapat dilihat pada 

tabel 1. 

Tabel  1. Data  

Data Kelas Atribut Record 

Bank Marketing 2 16 45.211 

Adapun atributnya terdiri dari variable input dan output 

dengan spesifikasi dapat dilihat padat tabel 2. 

Tabel  2. Atribut Data Bank Marketing  

Variable Atribut Tipe Data 

input  age numeric 

 job categorical 

 marital categorical 

 education categorical 

 default categorical 

 balance numeric 

 housing categorical 

 loan categorical 

 contact categorical 

 month categorical 

 day_of_week categorical 

 duration numeric 

 campaign numeric 

 pdays numeric 

 previous numeric 

 poutcome numeric 

output y (accepted) binary 

 

2.2 Skema Penelitian 

Skema penelitian yang digunakan adalah melakukan 

perbandingan model algoritma klasifikasi naïve bayes 

dengan naïve bayes yang dioptimasi dengan algoritma 

bagging dan genetic algorithm untuk klasifikasi data 

bank marketing. Gambar 1 menujukkan skema 

penelitian yang digunakan. 
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Gambar 1. Skema Penelitian  

Berdasarkan gambar 1 dapat dilihat bahwa proses 

pengujian dilakukan sebanyak 4 kali yaitu: 1. Pengujian 

klasifikasi menggunakan algoritma naïve bayes, 2. 

Pengujian klasifikasi menggunakan algoritma naïve 

bayes yang dioptimasi menggunakan bagging, 3. 

Pengujian klasifikasi menggunakan algoritma naïve 

bayes yang dioptimasi menggunakan genetic algorithm, 

dan 4. Pengujian klasifikasi menggunakan algoritma 

naïve bayes dengan optimasi kombinasi bagging dengan 

genetic algorithm. 

Teknik pengujian menggunakan cross validation dan 

untuk evaluasi hasil pengujian menggunakan confusion 

matrix untuk melihat nilai akurasi, presisi dan recall. 

2.3 Klasifikasi Naïve Bayes 

Naïve bayes classifier merupakan model pembelajaran 

mesin probabilistik yang digunakan untuk melakukan 

klasifikasi berdasarkan teorema bayes[9]. Naive bayes 

bekerja dengan memprediksi probabilitas bahwa suatu 

sample data termasuk pada kelas tertentu. Vektor data 

yang diberikan berada pada kelas C, disebut sebagai 

probabilitas posterior dan dilambangkan dengan 

P(C|X)[22]. Tahapan algoritma naïve bayes dijabarkan 

dalam persamaan 1 berikut[8]. 

𝑃(𝐶𝑖|𝑋) =  
𝑃(𝑋|𝐶𝑖)𝑃(𝐶𝑖)

𝑃(𝑋)
    (1) 

Persamaan 1 menjelaskan nilai P(X) adalah konstan 

untuk semua kelas, dimana nilai X merupakan record 

training yang dinyatakan dengan n atribut X=(X1, X2, ..., 

Xn). Ci menujukkan kelas dari data, yang dinyatakan 

dengan C1, C2, ..., Cn. 

Penggunaan naïve bayes sebagai algoritma klasifikasi 

telah menunjukkan kinerja yang baik dalam masalah 

dunia nyata yang komplek[15]. Keuntungan 

menggunakan Naïve Bayes adalah hanya membutuhkan 

sedikit data pelatihan untuk menentukan estimasi 

parameter yang dibutuhkan dalam proses klasifikasi. 

Naive Bayes bekerja sangat baik di sebagian besar 

situasi dunia nyata yang kompleks dalam menangani 

nilai yang hilang dalam kumpulan data yang homogen 

atau heterogen[23]. 

2.4 Bagging 

Bagging merupakan salah satu metode ensamble 

learning yang paling efektif dan populer dalam 

mengoptimalkan proses klaisifikasi dan telah banyak 

diterakpan di dunia nyata[24]. Bagging juga disebut 

sebagai Bootstrap Aggregating yang merupakanm 

metode untuk memperbaiki kinerja algoritma klasifikasi 

pada machine learning[25]. Bagging bertujuan untuk 

meningkatkan akurasi klasifikasi dengan 

menggabungkan klasifikasi tunggal dan hasilnya lebih 

baik dari pada random sampling[26]. 

Bagging bekerja dengan cara membagi data training 

menjadi beberapa bagian, kemudian dibuat model 

klasifikasi dari masing-masing bagian untuk 

mendapatkan hasil prediksi dari model tersebut. Hasil 

akhir didapatkan dengan cara voting. Voting yang 

dilakukan dengan cara mengambil suara terbanyak[26]. 

Cara kerja bagging dapat dilihat pada ilistrasi gambar 2. 

 

Gambar 2. Cara kerja Bagging 

2.5 Genetic Algorithm 

Genetic Algorithm (GA) merupakan algoritma yang 

bekerja dengan pendekatan heruistik yang dapat 

diterapkan pada berbagai masalah optimasi[27]. Genetic 

Algorithm melakukan proses pencarian nilai optimal 

pada beberapa titik secara bersamaan dalam satu 

generasi dengan pendekatan evolusioner pada 

iterasinya. Pada proses evolusi, sejumlah gen penyusun 

kromosom akan mengalami proses persilangan dan 

mutasi. Genetic Algorithm menggunakan transisi 

probabilistik untuk memilih kromosom terbaik untuk 

mendapatkan solusi yang optimal[23].  

Genetic Algorithm pada dasarnya bekerja dengan 

melakukan pencarian untuk solusi potensial diarea 

pencarian yang spesifik yang dapat menghemat waktu 

karena tidak perlu melakukan pengujian semua 

kemungkinan kombinasi[28]. 
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2.6 Pengujian menggunakan Cross Validation 

Cross validation merupakan metode statistik untuk 

mengevaluasi kinerja dari model atau algoritma. Cross 

validation membagi data menjadi 2 subset data yaitu 

dataset training dan dataset testing. Ada beberapa 

model cross validation, umumnya digunakan model k-

fold validation. K-fold validation digunakan karena 

dapat mengurangi waktu komputasi[29]. Nilai k adalah 

banyaknya iterasi yang digunakan. 10 fold validation 

adalah salah satu k-fold validation yang 

direkomendasikan untuk pemilihan model terbaik, 

karena dapat memberikan estimasi akurasi yang 

maksimal.  

Pada 10 fold validation, data dibagi menjadi 10 fold 

dengan ukuran yang sama sehingga menajdi 10 subset 

data. Dari 10 fold diambil 9 fold menjadi data training 

dan 1 fold sebagai data testing, kemudian dilakukan 

perulangan sebanyak 10 kali seperti yang diilustrasikan 

pada gambar 3. 

 
Gambar 3. Skema 10 fold validation  

2.7 Evaluasi Hasil dengan Confusion Matrix 

Hasil pengujian klasifikasi dilakukan evaluasi untuk 

mengetahui nilai akurasi dari algoritma yang akan 

dianalisa apakah model klasifikasi yang dibuat layak 

digunakan. Metode evaluasi yang digunakan untuk 

mengukur kinerja dari algoritma klasifikasi adalah 

confusion matrix. Confusion matrix menampilkan 

perbandingan hasil klasifikasi yang dilakukan dengan 

data sebenarnya dalam bentuk tabel matrix yang dapat 

dilihat pada tabel 3. 

Tabel 3. Confusion Matrix 

Accuracy = 0% 
Prediction Total  

Prediction positive negative 

Actual 
positive TP FN P 

negative FP TN N 
Total Actual P1 N1 P+N 

Dengan TP (True Positive) adalah nilai dari label 

positive yang diprediski dengan benar. TN (True 

Negative) adalah nilai dari label negative yang 

dipredisksi dengan benar. FP (False Positive) adalah 

nilai label negaitive yang diprediksi sebagai label 

positive. Dan FN (False Negative) adalah nilai label 

positive yang diprediksi sebagai label negative. P adalah 

nilai positive yang sebenarnya. N adalah nilai negative 

yang sebenarnya. P1 adalah nilai positive hasil prediksi. 

Dan N1 adalah nilai negative hasil prediksi. P+N adalah 

total instance dataset yang digunakan pada proses 

klasifikasi.  

Untuk mengukur performance matrix ada beberapa 

paremeter yang dijadikan acuan dalam menilai kinrja 

algoritma diantaranya adalah akurasi, presisi dan recall. 

Nilai akurasi dapat dihitung dengan persamaan 2. 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =  
𝑇𝑃+𝑇𝑁

𝑃+𝑁
    (2) 

Akurasi adalah nilai rasio prediksi benar dari total data. 

Nilai presisi adalah perbandingan nilai rasio prediksi 

benar dengan total nilai yang diprediski dengan benar. 

Untuk mendapatkan nilai presisi dari masing-masing 

kelas digunakan persamaan 3 dan 4. 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 (𝑇𝑃) =  
𝑇𝑃

𝑃1
               (3) 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 (𝑇𝑁) =  
𝑇𝑁

𝑁1
        (4) 

Nilai presisi dari keseluruhan kelas dapat dihitung 

dengan persamaan 5. 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 =
𝑃

𝑃+𝑁
∗ 𝑃𝑟𝑒𝑠𝑖𝑠𝑖 𝑇𝑃 +

𝑁

𝑃+𝑁
∗ 𝑃𝑟𝑒𝑠𝑖𝑠𝑖 𝑇𝑁 (5) 

Sedangkan nilai recall adalah perbandingan rasio 

prediksi benar dengan total data yang benar. Nilai recall 

tiap-tiap kelas dapat dihitung dengan persamaan 6 dan 7. 

𝑅𝑒𝑐𝑎𝑙𝑙 (𝑇𝑃) =  
𝑇𝑃

𝑃
               (6) 

𝑅𝑒𝑐𝑎𝑙𝑙 (𝑇𝑁) =  
𝑇𝑁

𝑁
                     (7) 

Nilai recall dari keseluruhan kelas dapat dihitung 

dengan persamaan 8. 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑃

𝑃+𝑁
∗ 𝑅𝑒𝑐𝑎𝑙𝑙 𝑇𝑃 +

𝑁

𝑃+𝑁
∗ 𝑅𝑒𝑐𝑎𝑙𝑙 𝑇𝑁  (8) 

3.  Hasil dan Pembahasan 

Dataset yang digunakan pada penelitian ini diambil dari  

UCI Repository berupa data tentang bank marketing.  

Dataset tersebut kemudian diklasifikasian 

menggunakan algoritma Naïve Bayes. Algoritma 

optimasi juga digunakan pada penelitian ini untuk 

menguji nilai akurasi terhadap algoritma naïve bayes. 

Algoritma optimasi yang digunakan adalah Genetic 

Algorithm dan Bagging.  

3.1 Hasil Penelitian 

Pengujian terhadap model klasifikasi menggunakan 

cross-validation untuk membagi data training dan data 

testing. cross validation akan membagi dataset menjadi 

K partisi dengan bagian data training dan data testing. 
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Proses ini dilakukan sebanyak nilai K yang ditetapkan 

sehingga semua partisi pernah menjadi data testing. 

Hasil pengujian klasifikasi terhadap data bank 

marketing menggunakan algoritma naïve bayes dengan 

algoritma optimasi genetic algorithm dan bagging dapat 

dilihat pada tabel 4. 

Tabel 4. Hasil Akurasi Pengujian 

Algoritma  Akurasi 

Naïve Bayes 85,16% 
Naïve Bayes + Bagging 85,15% 

Genetic Algorithm + Naïve Bayes 89,71% 

Genetic Algorithm + Naïve Bayes + Bagging 89,73% 

Berdasarkan tabel 4 tersebut dapat dilihat bahwa nilai 

akurasi untuk algoritma naïve bayes sebesar 85,16%. 

Optimasi algoritma naïve bayes dengan bagging 

mendapatkan nilai akurasi sebesar 85,15%, sedangkan 

optimasi naïve bayes dengan getenic algorithm 

mendapatkan nilai akurasi sebesar 89,71%. Selanjutnya 

nilai akurasi dari kombinasi genetic algorithm dan 

bagging terhadap algoritma naïve bayes sebesar 

89,73%. Hasil pengujian yang diperoleh menunjukan 

bahwa hasil terbaik adalah optimasi menggunakan 

genetic algorithm yang dikombinasikan dengan 

bagging. Hasil perbandingan nilai akurasi kinerja 

algoritma ditampilkan dalam bentuk grafik yang dapat 

dilihat pada gambar 4. 

 

Gambar 4 Grafik perbandingan nilai akurasi kinerja algoritma 

Hasil evaluasi kinerja dari masing-masing algoritma 

digambarkan dalam bentuk confusion matrix yang dapat 

dilihat pada tabel 5.  

Tabel 5. confusion matrix kinerja Naïve Bayes 

Accuracy = 85,16% 
Prediction 

Recall 
no yes 

Actual 
no 2874 2415 0,89 

yes 4293 35629 0,54 
Precission 0,94 0,40 

 

Tabel 5 menampilkan hasil evaluasi kinerja algoritma 

naïve bayes pada proses pengujian cross validation 

dengan 10 kali iterasi. Dari 45211 data yang diuji, 2874 

data kelas no diprediksi dengan benar, dan 2415 data 

dari kelas no yang diprediksi sebagai kelas yes. 

Kemudian 35629 kelas yes diprediksi dengan benar, dan 

4293 kelas yes yang diprediksi sebagai kelas no. Dari 

matrix tersebut dapat dilihat nilai presisi dari masing-

masing kelas adalah 0,94% untuk kelas no, dan 0,40% 

untuk kelas yes. Sehingga rata-rata nilai presisinya 

adalah sebesar 0,67%. Sedangkan nilai recall untuk 

masing-masing kelas adalah 0,89% untuk kelas no dan 

0,54% untuk kelas yes, sehingga rata-rata nilai recall 

adalah sebesar 0,72%.  

Selanjutnya confusion matrix untuk kinerja algoritma 

naïve bayes dengan optimasi algoritma bagging 

ditampilkan pada tabel 6. 

Tabel 6 confusion matrix kinerja Naïve Bayes dan Bagging 

Accuracy = 85,15% 
Prediction 

Recall 
no yes 

Actual 
no 2868 2421 0,89 

yes 4292 35630 0,54 
Precission 0,94 0,40 

 

Tabel 6 menampilkan hasil evaluasi kinerja algoritma 

naïve bayes dengan algoritma otimasi bagging pada 

proses pengujian cross validation dengan 10 kali iterasi. 

Dari 45211 data yang diuji, 2868 data kelas no diprediksi 

dengan benar, dan 2421 data dari kelas no yang 

diprediksi sebagai kelas yes. Kemudian 35630 kelas yes 

diprediksi dengan benar, dan 4292 kelas yes yang 

diprediksi sebagai kelas no. Dari matrix tersebut dapat 

dilihat nilai presisi dari masing-masing kelas adalah 

0,94% untuk kelas no, dan 0,40% untuk kelas yes. 

Sehingga rata-rata nilai presisinya adalah sebesar 

0,67%. Sedangkan nilai recall untuk masing-masing 

kelas adalah 0,89% untuk kelas no dan 0,54% untuk 

kelas yes, sehingga rata-rata nilai recall adalah sebesar 

0,72%. 

Selanjutnya confusion matrix untuk kinerja algoritma 

naïve bayes dengan optimasi genetic algorthm  

ditampilkan pada tabel 7 sebagai berikut: 

Tabel 7 confusion matrix kinerja Naïve Bayes dengan Genetic 

Algorithm 

Accuracy = 89,71%  
Prediction 

Recall 
no yes 

Actual 
no 2062 3227 0,96 

yes 1425 38497 0,39 
Precission 0,92 0,59 

 

Tabel 7 menampilkan hasil evaluasi kinerja algoritma 

naïve bayes dengan otimasi genetic algorithm pada 

proses pengujian cross validation dengan 10 kali iterasi 

dam dengan nilai populasi pada genetic algorithm 

sebesar 50 populasi. Dari 45211 data yang diuji, 2062 

data kelas no diprediksi dengan benar, dan 1425 data 

dari kelas no yang diprediksi sebagai kelas yes. 

Kemudian 38497 kelas yes diprediksi dengan benar, dan 

3227 kelas yes yang diprediksi sebagai kelas no. Dari 

matrix tersebut dapat dilihat nilai presisi dari masing-

masing kelas adalah 0,92% untuk kelas no, dan 0,59% 

untuk kelas yes. Sehingga rata-rata nilai presisinya 

adalah sebesar 0,76%. Sedangkan nilai recall untuk 
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masing-masing kelas adalah 0,96% untuk kelas no dan 

0,39% untuk kelas yes, sehingga rata-rata nilai recall 

adalah sebesar 0,68%. 

Selanjutnya confusion matrix untuk kinerja algoritma 

naïve bayes dengan optimasi genetic algirthm yang 

dikombinasikan dengan bagging ditampilkan pada tabel 

8 sebagai berikut: 

Tabel 8 confusion matrix kinerja Naïve Bayes dengan Genetic 

Algorithm dan bagging 

Accuracy = 89,71%  
Prediction 

Recall 
no yes 

Actual 
no 2058 3231 0,96 

yes 1410 38512 0,39 
Precission 0,92 0,59 

 

Tabel 8 menampilkan hasil evaluasi kinerja algoritma 

naïve bayes dengan otimasi genetic algorithm yang 

dikombinasikan dengan bagging pada proses pengujian 

cross validation dengan 10 kali iterasi dam dengan nilai 

populasi pada genetic algorithm sebesar 50 populasi. 

Dari 45211 data yang diuji, 2058 data kelas no diprediksi 

dengan benar, dan 1410 data dari kelas no yang 

diprediksi sebagai kelas yes. Kemudian 38512 kelas yes 

diprediksi dengan benar, dan 3231 kelas yes yang 

diprediksi sebagai kelas no. Dari matrix tersebut dapat 

dilihat nilai presisi dari masing-masing kelas adalah 

0,92% untuk kelas no, dan 0,59% untuk kelas yes. 

Sehingga rata-rata nilai presisinya adalah sebesar 

0,76%. Sedangkan nilai recall untuk masing-masing 

kelas adalah 0,96% untuk kelas no dan 0,39% untuk 

kelas yes, sehingga rata-rata nilai recall adalah sebesar 

0,68%. 

3.2 Analisa Hasil Pengujian 

Berdasarkan hasil pengujian dari model klasifikasi yang 

digunakan pada penelitian ini didapatkan hasil bahwa 

penggunaan algoritma optimasi bagging dengan 

kombinasi genetic algorthm dapat meningkatkan akurasi 

algoritma klasifikasi naive bayes sebesar 4,57%. Namun 

demikian penggunaan bagging saja justru hasilnya 

menurun 0,01%. Berdasarkan evaluasi pengujian 

menggunakan confusion matrix didapatkan nilai rata-

rata presisi dan recall dari algritma naïve bayes dan 

naïve bayes dengan bagging adalah sama. Begitu juga 

antara naïve bayes dengan genetic algorithm dan 

kombinasi antara bagging dan genetic algorithm juga 

memilki nilai yang sama. Berdasarkan hasil tersebut 

dapat diketahui bahwa penambahan bagging pada 

algoritma naïve bayes tidak berpengaruh terhadap nilai 

presisi dan recall.  

4.  Kesimpulan 

Berdasarkan hasil dan pembahasan dari model 

penelitian yang digunakan pada penelitian dapat 

disimpulkan bahwa penggunaan Bagging untuk 

optimasi Naïve Bayes dalam mengklasifikasi data Bank 

Marketing ternyata memiliki performa akurasi yang 

lebih kecil dari pada penggunaan algoritma Naïve Bayes 

saja (tanpa optimasi Bagging). Performa paling baik 

adalah dengan penggunaan Genetic Algorithm dan 

Bagging secara bersamaan untuk mengoptimasi 

algoritma Naïve Bayes dalam mengklasifikasi data Bank 

Marketing dengan akurasi sebesar 89,73%. Akurasi 

tersebut lebih besar 4,57% dibandingkan penggunaan 

algoritma Naïve Bayes saja. Apabila dibandingkan 

penggunaan Genetic Algorithm dan Bagging dengan 

penggunaan Genetic Algorithm saja untuk 

mengoptimasi algoritma Naïve Bayes dalam 

mengklasifikasi data Bank Marketing ternyata selisih 

akurasinya hanya 0,02%, yang artinya peran 

penggunaan Bagging dalam kombinasi Genetic 

Algorithm dan Bagging untuk optimasi Naïve Bayes 

sangatlah kecil sehingga di butuhkan kombinasi yang 

lain untuk mengoptimalkan performa klasifikasi. 

Penelitian selanjutnya diharapkan dapat membahas 

tentang optimasi lain yang dapat digunakan untuk 

dikombinasikan dengan Genetic Algorithm untuk 

mengoptimasi algoritma Naïve Bayes dalam 

mengklasifikasi data Bank Marketing, misalkan seperti 

boosting. Penggunaan algoritma boosting 

memungkinkan untuk mengurangi bias data dan 

meningkatkan kesesuaian data dengan model, sehingga 

diharapkan mampu meningkatkan performa dari 

penggunaan Genetic Algorithm untuk mengoptimasi 

algoritma Naïve Bayes dalam mengklasifikasi data Bank 

Marketing. 
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